Машинное обучение для определения строения биметаллических наночастиц на основании данных анализа EXAFS спектров
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Для идентификации наночастиц со структурой ядро-оболочка, перспективной для задач катализа, предлагается подход, основанный на анализе EXAFS спектров и выделении парной радиальной функции распределения атомов (ПРФРА), которые, в свою очередь, подвергаются статистической обработке логистической моделью. Для набора статистических данных предлагается использовать ПРФРА, полученные в результате молекулярно-динамического моделирования свободных биметаллических наночастиц при конечной температуре. Результат применения логистической модели к таким синтетическим данным показывают принципиальную возможность разрешения типа строения наночастицы (ядро-оболочка, обратная ядро-оболочка, полностью неупорядоченный твердый раствор) по форме ПРФРА. 
Идентификация структуры биметаллических наночастиц имеет важное значение для исследований, направленных на оптимизацию структуры и повышение электрохимических характеристик PtM/C электрокатализаторов. Расширенная рентгеновская абсорбционная тонкоструктурная спектроскопия (EXAFS) [1] является мощным методом исследования наночастиц благодаря своей чувствительности к локальной атомной структуре и составу при отсутствии дальнего порядка, высокому пространственному разрешению и применимости в условиях каталитических реакций 
[2, 3, ы4].
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Для изучения влияния архитектуры наночастицы на локальную атомную структуру мы рассмотрим набор детальных атомных моделей, аналогично тому, как это было выполнено в работе, но с использованием потенциала межатомного взаимодействия EMT [5]. Рассматривались модели наночастиц с размером, варьирующимся от 2 до 4.5 нм, содержащих атомы платины и меди с концентрацией от 20% до 80%. В результате последовательной релаксации приведение в равновесие с термостатом при комнатной температуре (термализации) и наблюдении в течении 1 пс получены ПРФРА для каждой из рассматриваемых моделей. 


Число таких моделей (и соответствующих им функций) достаточно велико и может исчисляться сотнями, что требует автоматизации их анализа. Такая автоматизация может быть эффективно выполнена с привлечением т. н. методов машинного обучения (МО), и, в частности, метода логистической регрессии. Логистическая регрессия — это линейный классификатор. В данном алгоритме вероятности, описывающие возможные исходы одного испытания, моделируются с помощью логистической функции [6] вида [image: image2.png]f(x) =L/(1 +e*x %))



.
Выбор метода «логистическая регрессия» из класса линейных классификаторов обоснован высокой производительностью и точностью при работе с данными, представленными в работе. Использование метода стохастического градиентного спуска, который оптимизирует функцию потерь, также способствовало повышению скорости работы на обучающих данных с большим количеством признаков (параметров) [7]. Метод логистической регрессии показал наилучший результат среди альтернативных методов при оценке качества программной модели, тестированной на теоретических данных. 
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В результате применения метода логистической регрессии к набору синтетических данных, представляющих собой нормализованные парные радиальные функции распределения (ПРФРА), удалось установить, что локальная атомная структура чувствительна к архитектурным особенностям наночастицы: по результатам тестов кросс-валидации, в которых часть выборки использовалась для обучения МО-модели, а оставшаяся для проверки точности предсказаний, архитектура определялась корректно в 99 % случаев. ы
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